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RESUMEN 

 

El análisis en términos del contenido de una señal grabada en la situación real y no en términos de 

niveles se plantea como una opción para obtener información relevante para la evaluación de las 

situaciones que no son representadas de una manera adecuada por las metodologías actuales de 

gestión y evaluación del ruido ambiental; sin embargo, la gran cantidad de datos que genera un 

sistema de monitoreo mediante grabación de audio, hace necesarias herramientas que extraigan 

información relevante de la señal sin que se demande tanto tiempo de trabajo. Por esto, se propuso 

un algoritmo de identificación automática de eventos sonoros relacionados con el ruido ambiental. 

Se emplearon descriptores de audio comúnmente usados (MFCC, spectral centroid, zcr, roll off) 

para la clasificación de sonidos en conjunto con un algoritmo de SVM para clasificar eventos 

sonoros relacionados con el ruido de música y ruido vehicular. Se obtuvo una tasa de 

reconocimiento de 84% para eventos relacionados con tráfico y una de 95% para la música en 

ambientes controlados de zonas residenciales a partir de una base de datos que se grabó en la ciudad 

de Medellín. 

 

Palabras clave: Ruido ambiental, machine-learning, machine audition, procesamiento digital de 

señales 

 

ABSTRACT 

 

Audio content analysis of real world recordings instead of common SPL measures is proposed as 

a technique for environmental noise evaluation. However, because of the large quantity of data that 

a monitoring system produces an automatic sound event algorithm was built using audio 

descriptors as MFCC, spectral centroid, zcr and roll off coupled with a supervised learning 

approach with SVM. For traffic related audio events an 84% recognition rate was achieved and for 

music related events a 95% rate in controlled environments. This was done in database composed 

of outdoor residential audios recorded in Medellin city. 

 

Keywords: Environmental noise, machine learning, machine audition, digital signal processing 
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I. INTRODUCCIÓN 

 

La forma habitual de evaluar el ruido tanto para responder  a una queja como para evaluar el ruido 

ambiental en Colombia ha consistido en efectuar mediciones de nivel sonoro, generalmente 

considerando sólo niveles en dB(A), que, en estudios más completos, se han podido ampliar 

incorporando el análisis en octava o en tercio de octava. Los estudios más completos del ruido 

ambiental se plantean internacionalmente mediante la aplicación de modelos, que permiten 

elaborar mapas de ruido e igualmente representan niveles de ruido.  

 

Estas valoraciones pueden servir para verificar si los niveles de ruido ambiental totales cumplen o 

no los niveles límite en las legislaciones, pero no suelen ser suficientes en muchos casos para poder 

conocer las causas o para poder valorar la contribución del foco de ruido a analizar si otras fuentes 

también presentan niveles del mismo orden. Una solución puede ser abordar mediciones más 

completas que permitan extraer información para obtener una diferenciación de la contribución de 

los focos, pero requiere evaluaciones complejas, en ocasiones con mediciones simultaneas en 

diferentes puntos y en muchos casos, el simple hecho de este despliegue técnico hace que las 

condiciones sonoras de la situación se vean modificadas sin olvidar las limitaciones para hacer 

coincidir la evaluación con los periodos en los que se da la situación a analizar, no siempre 

previsibles. Por todo ello, es necesario aplicar nuevas metodologías que permitan mejorar el 

análisis de estas situaciones. Una alternativa de gran interés es poder analizar registros de la señal 

grabada de una situación sonora, para poder extraer información adicional que permita identificar 

las casusas del ruido, permitiendo identificar las fuentes presentes y en qué forma influyen en la 

situación sonora real. Además, hay que tener en cuenta que el tipo y características de las fuentes 

sonoras está asociado a la molestia que se genera, por ello, identificar y caracterizar las fuentes, 

aporta una información adicional para poder evaluar las causas de las quejas en una situación. 

 

La posibilidad de dejar un equipo de pequeño tamaño que grabe la señal sonora puede ser una 

opción relativamente sencilla puesto que su incidencia en la situación es mucho menor, porque 

pasa desapercibido. Así, se consideró de gran interés enfocar el proyecto al desarrollo de una 

metodología básica que permita poner las bases de la aplicación a casos reales de ruido urbano, 

valorando la viabilidad de la misma en el estudio del ruido ambiental.  
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Para el desarrollo del proyecto se utilizó como medio de captura el dispositivo de grabación 

Songmeter-sm2 que fue instalado en puntos estratégicos, para facilitar el análisis de situaciones 

reales. El proyecto trató de resolver la forma de analizar la elevada cantidad de datos que genera 

un sistema de monitoreo de este tipo, ya que el análisis de los registros es muy tedioso y costoso 

debido a la enorme cantidad de horas de grabación y a que es necesario escuchar todo el audio para 

anotar los eventos sonoros ocurridos durante el transcurso del monitoreo. Para ello se elaboró un 

sistema de detección automática de los eventos sonoros de interés para la evaluación del ruido 

ambiental, de forma que sea posible contar con nuevas herramientas de gestión que resulten 

prácticas para poder ser aplicadas en situaciones reales.  

 

El proyecto se enfocó en situaciones urbanas con focos de ruido bien definidos y buscó la definición 

de una metodología de análisis que permitió identificar focos en la situación real a partir de los 

registros, aportando elementos de identificación automática a una primera valoración de los 

registros. Este tipo de análisis abre el camino para empezar a evaluar el ruido en términos de la 

definición subjetiva del mismo, que hace acepción a cualquier sonido no deseado por el oyente.  

 

Las legislaciones actuales sobre ruido se basan exclusivamente en niveles, que tienen una 

correlación fuerte con la molestia por encima de 70 dB(A). Los oyentes son más sensitivos 

a la composición espectral de las señales en términos de la fuente que a un nivel en dB(A). 

Un enfoque que imite la percepción humana puede ser usado para detectar sonidos que 

capten la atención y demanden tiempo de procesamiento. Normalmente los sonidos que 

captan la atención pero que no contribuyen a las tareas y objetivos que está realizando el 

oyente no son apreciados [1, p. 101]
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II. OBJETIVOS 

 

A. Objetivo General 

 

Establecer una metodología para identificar eventos sonoros relacionados con tráfico vehicular y 

ruido de música a partir de grabaciones en ambientes controlados mediante descriptores de audio 

y el algoritmo de clasificación de Máquinas de Soporte de Vectores (SVM) 

 

B. Objetivos Específicos 

 

• Obtener y preparar las bases de datos y los descriptores de audio para ser usados como datos 

de entrada algoritmo de SVM. 

 

• Identificar del conjunto base de descriptores (MFCC, ZCR, ROLLOFF, SPECTRAL 

CENTROID) los más eficientes para el reconocimiento de eventos sonoros de música y 

tráfico vehicular. 

 

• Implementar el algoritmo de SVM y obtener el modelo de clasificación con los descriptores 

identificados para el reconocimiento de eventos sonoros de música y tráfico. 

 

• Evaluar el desempeño del algoritmo y la metodología implementada a partir del análisis de 

las tasas de identificación y matrices de confusión 
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III. ESTADO DEL ARTE  

 

Gracias al desarrollo tecnológico alcanzado en las últimas décadas, la clasificación automática de 

sonidos ambientales es un campo creciente en investigación con un sinnúmero de aplicaciones en 

la indexación de material multimedia y generación de metadatos y etiquetas automáticas[2]. En el 

campo ambiental el análisis sónico del ambiente urbano es un tema de interés debido a la aparición 

de redes de monitoreo ambiental y el auge del internet de las cosas(Iot)[3], creando una cantidad 

enorme de datos sobre el entorno, pero a la vez demandado retos muy grandes en el procesamiento 

de los mismos para obtener información valiosa de estos dispositivos. 

 

Existen diferentes investigaciones en la identificación automática de sonidos ambientales, en 

ambientes controlados, en identificación de instrumentos, de voces y de animales en el campo de 

la bioacústica. Sin embargo, el análisis e identificación en ambientes urbanos apenas se ha venido 

investigando debido a los retos que presenta en contraposición con los otros ambientes. El análisis 

muchas veces parte de identificar un tipo de ambiente como: parques, zona industrial, etc. y no 

parte de la identificación de las fuentes que se dan en estos entornos: aves, agua, maquina, carro, 

etc.[2]. Los algoritmos de aprendizaje automático generalmente necesitan una cantidad de datos 

considerable para operar bien y además de estos muchos de los algoritmos necesitan que los datos 

estén etiquetados. Sin embargo, las bases de datos con grabaciones de sonidos ambientales en 

ambientes reales y que estén adecuadamente etiquetados son escasas, además de esto la 

etiquetación supone el trabajo humano clasificando grabaciones de campo y por lo tanto la 

necesidad de un vocabulario común para la investigación de los ambientes sonoros urbanos.  

 

Gracias a una subvención del centro de estudios urbanos de la universidad de Nueva York [2], se 

clasificó el entrono acústico urbano en diferentes categorías a manera de un estudio taxonómico, 

en donde se parte de categorías generales, como sonidos humanos, naturales, mecánicos y 

musicales hasta categorías muy específicas como sirena, motor, llanta, etc. Así mismo Villanueva-

rivera y Pijanowski han venido trabajando en ecología del paisaje sonoro en donde también hacen 

una clasificación del entorno acústico, pero de manera más general y teniendo en cuenta las 

relaciones y orígenes de los diferentes sonidos tratándolos como un ecosistema. En general se tratan 
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los sonidos según el agente que los produce, sea antropofónico(actividades del hombre), biofónico 

(actividad de la flora y fauna) y geofónico (eventos geográficos como volcanes, cascadas, 

derrumbes, etc.)[4]. 

 

Luego de tener identificados los sonidos que se quieren detectar automáticamente, además de 

conocer el contexto y las relaciones de las actividades que generan el paisaje sonoro, se puede 

empezar a hablar de los retos técnicos que esta tarea exige. El primer obstáculo que se presenta es 

la cantidad de información necesaria para poder alimentar un algoritmo de aprendizaje automático, 

que en este caso viene siendo la cantidad de audios recolectados por grabadoras de campo 

autónomas que funcionan en un gran número de puntos y durante un periodo considerable de 

tiempo para obtener muestras representativas tanto espacial como temporalmente del entorno a 

estudiar. Para facilitar este análisis se han implementado sistemas de base de datos web que 

gestionan los metadatos de los audios y que permiten extraer las características básicas de la señal. 

Por ejemplo, el programa Pumillio[5] permite analizar una gran cantidad de audios y ubicar 

espacialmente las grabaciones. Sin embargo, este sistema está enfocado al entorno bioacústico y 

tampoco incorpora algoritmos de detección automática, aunque tiene la posibilidad de programar 

nuevas características mediante una comunicación con el lenguaje R.  

 

Suponiendo entonces que se pueden utilizar para la gestión de datos los sistemas que se han 

utilizado en otros entornos (bioacústica) con más experiencia manejo y análisis de audio, el énfasis 

debe hacerse en los algoritmos de detección aplicados a los sonidos encontrados en el entorno 

urbano. Un primer acercamiento debería ser el análisis de como el sistema auditivo humano 

reconoce y detecta fuentes de ruido ambiental. Andringa y Pals[6] condujeron un experimento en 

donde se seleccionaron sonidos presentes en el entorno sonoro urbano, y se reproducían con un 

ruido de fondo que enmascaraba totalmente el sonido a detectar y se iba reduciendo el nivel del 

ruido de fondo para estimar a que diferencia de nivel entre el ruido y el sonido de interés los 

participantes eran capaz de detectarlo. Luego se volvía a incrementar el nivel de ruido para estimar 

hasta cuando el oyente era capaz de detectar la presencia del sonido ya que lo tenía identificado. 

Se encontraron diferencias entre los niveles de detección dependiendo de las características 

impulsivas o tonales de la señal, pero se halló una diferencia promedio de 9dB entre el sonido y el 

ruido de fondo, en la que el participante es capaz de detectar la presencia de un sonido. Esto es de 
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suma importancia pues las grabaciones de los entornos urbanos están sujetas a dos condiciones 

principales, la presencia de un ruido de fondo muy alto y la ocurrencia de eventos sonoros 

simultáneos. 

 

Se han hecho algunos estudios para determinar qué características de la señal y que métodos de 

clasificación presentan las tasas más altas de éxito para detectar sonidos ambientales. En un estudio 

comparativo de la Universidad de Griffith[7], para las diferentes características de la señal y su 

combinación con técnicas de clasificación se obtuvo que los métodos que tienen tasas de éxitos 

mejores son el MFCC Y DWT como descriptores de la señal y el DTW como método de 

clasificación. Se debe tener en cuenta que este estudio presupone la existencia de una sola fuente 

en cada grabación y esta limitación es bastante severa para señales consideradas como grabaciones 

ambientales[1]. Otro estudio reciente de la universidad de Illinois[8], sugiere que los métodos de 

HMM tienen un buen rendimiento usados en conjunción con los coeficientes de mel(MFCC). En 

este caso el estudio si tiene en cuenta audios que poseen múltiples fuentes y niveles de ruido alto 

como lo esperado en grabaciones de campo real. En el campo del ruido aeronáutico se han podido 

detectar eventos usando otro tipo de técnicas que la naturaleza de la fuente permite.  

 

La detección de los eventos sonoros se realiza en función de un umbral y una duración sobre 

una evolución temporal de Leq1s Se imponen algunos requisitos en base al conocimiento 

previo del registro de nivel sonoro dejado por las aeronaves (clasificación), y se relaciona 

la secuencia de eventos con los datos aportados por el sistema de seguimiento radar 

existente en el aeropuerto Schipol (identificación)[9, p. 7]. 

 

Tjeerd Andringa ha propuesto un nuevo paradigma de investigación haciendo énfasis en que un 

sistema de detección automática debe partir de las características del sistema de audición humano, 

pues es el sistema que es capaz de trabajar en ambientes complejos y responder ante entradas 

sensoriales inesperadas dando significado a las mismas[10]. Para esto Andringa hace uso de una 

herramienta llamada cocleograma, que emula la respuesta de la cóclea humana mediante un filtro 

de bancos y que presenta diferentes ventajas en cuanto a las técnicas de análisis tradicional de FFT 

y Wavelets, pues preserva la continuidad de la señal y no hace uso de la segmentación de la misma 
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como las técnicas tradicionales[11]; sin embargo, la implementación del cocleograma es 

computacionalmente costosa ya que requiere el funcionamiento de 3000 filtros en paralelo. 

 

El análisis de los sonidos producidos por los vehículos para su reconocimiento se ha investigado 

desde 1972[12], cuando Thomas y Wilkins hicieron un análisis de la influencia en el 

reconocimiento del tipo de vehículo de las características propias de los motores. Otros estudios 

han usado los MFCC y un método de formantes para las frecuencias principales de los motores, en 

este estudio los MFCC sobrepasaron en rendimiento al método de las formantes.[13] Jean-Remy 

presentó su estudio en el DCASE2016 tratando de estimar niveles debidos al ruido de tráfico 

mediante una técnica de separación de fuentes y en audios sintéticos[14]. Toni Heittola quien ha 

trabado el problema del reconocimiento de eventos sonoros ambientales, también ha usado los 

MFCC como vector de características en audios grabados en exterior y en particular con la 

categoría de paso de carro[15]. 
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IV. MARCO TEÓRICO 

 

Para entender el desarrollo de esta investigación es necesario definir los conceptos usados en la 

evaluación del ruido ambiental y así tener una visión clara de la aplicación del sistema de 

identificación automática. También, saber cómo se obtienen los descriptores de audio utilizados, e 

introducir la teoría básica sobre de aprendizaje automático, sus métodos de evaluación y el 

funcionamiento del algoritmo de clasificación de máquinas de vectores de soporte. (SVM) 

 

A. Ruido ambiental 

 

Según la directiva europea del 2002 se define ruido ambiental como cualquier sonido exterior no 

deseado o perjudicial generado por actividades humanas, incluyendo el ruido generado por medios 

de transporte (aéreo, vehicular, ferroviario) y sitios de actividad industrial[16].  

 

1) Ruido de ocio 

 

El ruido de ocio está asociado al generado por las actividades de establecimientos de 

entretenimiento como bares, discotecas, teatros y demás en donde la principal causa de molestia 

son los altos niveles de la música amplificada y voz hablada. Es un caso especial del ruido 

ambiental pues su evaluación se encuentra en tema de discusión en cuanto a los métodos de medida 

e indicadores adecuados. 

 

La música está llena de estructuras, incluyendo secciones, secuencias de texturas y la 

repetición de frases o secciones enteras. El análisis de audios musicales se basa en vectores 

de características que extraen información sobre la textura musical o el contenido tonal. La 

textura generalmente se refiere al promedio de la forma espectral y su fluctuación 

estadística que refleja la familia de instrumentos que suenan: cuerdas, voces, o percusión. 

El contenido tonal refleja la melodía y la armonía que es casi siempre independiente de la 

textura [17, p. 305]. 
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las estructuras pueden ser encontradas en patrones de repetición de los valores en los vectores de 

características, sin embargo, extraer información de estructuras más complejas como secciones 

musicales (coro, estrofa) o instrumentales (sección vientos, sección percutiva) es una tarea 

compleja. Así mismo, las estructuras musicales pueden encontrarse en una variedad de escalas de 

tiempo. La repetición implica que existe alguna noción de similaridad, y la existencia de estructuras 

está relacionado con que exista repetición; la similaridad puede existir entre dos instantes de 

tiempo, entre dos secuencias en intervalos más largos y puede por lo tanto existir entre las 

estadísticas de largo plazo de las características acústicas de la señal.  

 

Los MFCC son usados para extraer la textura de la señal, pero para extraer información acerca del 

contenido tonal no son muy eficientes, para este propósito el cromagrama es mucho más efectivo. 

La diferencia está en que el cromagrama no filtra la energía de acuerdo a los acuerdos filtros de 

mel, sino que tiene en cuenta la división de los doce tonos de la escala musical para agrupar la 

información por octavas. 

 

2) Ruido de tráfico rodado 

 

El ruido generado por la actividad vehicular, puede ser dividido en diferentes componentes que se 

relacionan con las diferentes interacciones físicas que realizan los vehículos con el ambiente. La 

fricción con el pavimento, la propulsión del motor y las condiciones aerodinámicas son algunos de 

los componentes principales del ruido vehicular.  

 

Existen diferentes modelos desarrollados para predecir los niveles de ruido debido al tráfico que 

cuantifican la influencia de cada uno de los componentes que contribuyen al ruido de acuerdo a las 

diferentes variables asociadas. Por ejemplo, la velocidad, la pendiente o el tipo de pavimento. 

Métodos como el RLS90, NMPB96, CRTN entre otros dividen la composición vehicular en dos 

categorías: pesados y livianos. No obstante, los métodos más recientes como el CNOSSOS-EU 

hacen una distinción en más clases de vehículos para hacer el aforo. 
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Ruido de propulsión 

 

La mayor parte de la energía producida por el motor de un carro está concentrada en frecuencias 

por debajo de los 500 Hz. La densidad espectral de potencia muestra un máximo en la mitad de la 

velocidad del motor y en los enteros múltiples de la misma, esto para motores de 4 tiempos[4]. 

 

Ruido aerodinámico 

 

Este depende del diseño de la carcasa del carro, los autos más modernos tienen diseños que reducen 

la resistencia al aire para bajar el consumo de gasolina, y contribuye solo a velocidades altas al 

ruido total, generado por el carro en operación. 

 

Ruido de rodamiento 

 

Es debido a la fricción de las llantas con la superficie del pavimento y tiene una fuerte dependencia 

con el tipo de llantas y tipo de pavimento. El cambio de tipo de pavimento puede introducir 

reducciones principalmente debajo de los 1000hz 

 

3) Tipos de ruido 

 

De acuerdo al manual de Bruel & kjaer[18] sobre ruido ambiental, este se puede clasificar según 

el carácter frecuencial o temporal en los siguientes tipos:  

 

Ruido continuo: Todo aquel que tiene un carácter estacionario, como por ejemplo maquinas en 

operación sin interrupción. Donde la presión sonora permanece constante a lo largo del tiempo 

 

Ruido intermitente: Debido a fuentes de operación cíclica o que funcionan de manera interrumpida 

estando presente solo en momentos determinados  

 

Ruido tonal: Producido por maquinarias con procesos ininterrumpidos o con partes rotativas, 

presentando en su espectro una marcada componente tonal. 
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Ruido impulsivo: Producido por impactos, explosiones, disparos, etc. Gran cantidad de energía en 

un periodo de tiempo. 

 

Al medir o grabar el ruido en punto específico se tiene una señal compuesta de diferentes 

subconjuntos de fuentes y que constituyen el ruido total en dicho punto como se menciona en la 

ISO 1996-1[19](ver Fig. 1), allí se definen las diferentes clases de la siguiente forma: 

 

Ruido total: Ruido global existente en una situación determinada en un momento 

determinado generalmente compuesto por ruidos emitidos por varias fuentes, tanto 

próximas como lejanas. 

 

Ruido específico: Componente del ruido ambiente que se puede identificar específicamente 

y que está asociada a una fuente determinada. 

 

Ruido residual: Ruido ambiente que perdura en un lugar determinado, en una situación 

determinada cuando se suprimen los ruidos específicos en estudio [19, p. 9]. 

 

 

Fig. 1. Tres ruidos específicos en un estudio. Leyenda: 1-Ruido total 2- Ruido especifico A 3- Ruido especifico B 

4- Ruido especifico C 5- Ruido residual 

 

Tomado de [19] 
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Adicional a esto, la ISO especifica una clasificación de eventos sonoros en aislados, aislados 

repetitivos y continuos.  

 

B. Descriptores de audio 

 

Hacen referencia a las características de la señal en todos los niveles de abstracción. Los 

descriptores de bajo nivel están relacionados con las características propias de la señal en términos 

temporales, frecuenciales, o algorítmicos y no tienen significado para el usuario final. Los 

descriptores de alto nivel están relacionados con interpretaciones y conceptos semánticos del 

usuario sobre el contenido de la señal. Algunos descriptores usados para discriminar cuando el 

contenido de una señal es tonal o no tonal, son la tasa de cruce por cero y la función promedio de 

diferencias de magnitud 

 

1) ZCR (Zero Crossing Rate) 

 

Medida de que tan seguido pasa la señal por cero por unidad de tiempo. En señales con carácter no 

tonal la tasa de cruce por cero es alta [10] Se calcula como el número de cambios de signo entre 

valores consecutivos de la señal divido por el número total de valores en un segmento. [11]  

 

 

𝑍𝐶𝑅 =  
1

𝑇 − 1
∑ 1ℝ<0(𝑠𝑡𝑠𝑡−1)  (1)

𝑇−1

𝑡=1

 

 

Donde s es una señal de longitud T y 1ℝ<0 es una función indicatriz, es decir de pertenencia a un 

conjunto. 
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2) MFCC (Mel Frequency Cepstral Coefficient) 

 

Es una representación del espectro de potencia de corta duración de un sonido, y  que está basada 

en una transformación lineal del coseno de espectro logarítmico en la escala no lineal de 

mel[20](ver Fig. 2).  

 

Los pasos para obtener los MFCC son los siguientes: 

 

1. Segmentar la señal en pequeños fragmentos. Una señal de audio se encuentra en constante 

cambio, para hacer el análisis se asume que en escalas más pequeñas de tiempo la señal de audio 

es estadísticamente estacionaria. Típicamente se toman fragmentos de entre 20ms a 40ms 

dependiendo de la naturaleza de los eventos sonoros a caracterizar, pero teniendo en cuenta que si 

es muy corto el fragmento no habrá sufrientes muestras para estimar el espectro. La segmentación 

se hace mediante la aplicación de ventanas 

 

2. Para cada fragmento calcular el espectro de potencia mediante un periodograma. Este se halla 

mediante la transformada discreta de Fourier, tomando su magnitud y elevándola al cuadrado para 

posteriormente promediarla sobre el número de muestras. 

 

3. Aplicar el banco de filtros de mel al espectro de potencia, y sumar la energía en cada filtro. 

Normalmente son 13 o 26 filtros triangulares, aunque el número puede variarse de acuerdo a la 

aplicación que se necesite. En el dominio de la frecuencia se multiplica el filtro por el espectro de 

potencia, y se suman los coeficientes en cada banda. 

 

Los filtros están definidos por la escala de mel, para tener una respuesta similar a la cóclea humana 

que es sensible a cambios logarítmicos en frecuencia. Las transformaciones a la escala de mel están 

definidas de la siguiente forma: 

 

Para pasar de Hz a mel se usa la ecuación 3 
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𝑀(𝑓) = 1125 ln (1 +
𝑓

700
) (3) 

 

Donde f es la frecuencia en Hz y M la función que mapea de Hz a mel 

 

Y para pasar de mel a Hz se usa la ecuación 4 

 

𝑀−1(𝑚) = 700 (𝑒
𝑚

1125 − 1) (4) 

 

Donde m es la frecuencia en escala de mel 

 

 

Fig. 2. Relación escala lineal y mel 

 

 

 

Sabiendo el límite superior e inferior en Hz, se convierten estos valores a la escala de mel. Según 

el número de coeficientes a calcular se crean puntos equiespaciados entre los limites en la escala 

de mel, y luego estos valores se convierten en de vuelta a Hz. Con estos valores se puede construir 

el banco de filtros triangulares como se observa en la Fig. 3 para 20 coeficientes. 
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Fig. 3. Banco de filtros de mel 

 

Tomado de [20] 

 

 

4. Tomar el logaritmo de las energías de cada banda. Este paso trata de tener en cuenta que el oído 

responde logarítmicamente a los cambios de nivel. 

 

5. Tomar la DCT (transformada discreta del coseno) del logaritmo de la energía de cada banda. Se 

hace para obtener la energía que contribuye solo a la banda de interés ya que los filtros están 

superpuestos. 

 

3) SPECTRAL CENTROID 

 

Es una medida que indica en donde está el centro de masa del espectro. Perceptualmente tiene 

conexión con la impresión del brillo de un sonido y es utilizado para caracterizar el timbre musical. 

Se calcula como el promedio ponderado de las frecuencias presentes en la señal[21].  
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𝑆𝑝𝑒𝑐𝑡𝑟𝑎𝑙 𝐶𝑒𝑛𝑡𝑟𝑜𝑖𝑑 =  
∑ 𝑘𝐹[𝑘]𝑁

𝑘=1

∑ 𝐹[𝑘]𝑁
𝑘=1

  (5) 

 

Donde F[k] es la magnitud del bin k en el espectro de la DFT 

 

4) ROLL OFF 

 

Calcula la frecuencia de Roll-off o caída de un espectro, esta frecuencia se define como aquella en 

la que un porcentaje N de la energía total del espectro está contenida. N es usualmente 95% o 

85%[21].  

 

𝑎𝑟𝑔𝑚𝑖𝑛 ∑ 𝑚𝑖 ≥ 0.95 ∗ ∑ 𝑚𝑖

𝑁

𝑖=1

𝑓𝑐

𝑖=1

  (6)  

 

𝑓𝑐 𝜖 {1, … , 𝑁}  

 

Donde fc es la frecuencia de roll off y mi la magnitud de la iesima frecuencia del espectro. Puede 

ser usada para distinguir entre sonidos armónicos y sonidos ruidosos, también se usa para separar 

segmentos con voz de segmentos instrumentales. 
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C. Aprendizaje automático 

 

Arthur Samuel lo define como el campo de estudio que dota a las computadoras con la habilidad 

de aprender sin haber sido explícitamente programadas para ello, un programa “aprende” cuando 

con respecto a alguna tarea, su desempeño mejora a medida que gana más experiencia.[22] existen 

principalmente dos tipos de aprendizaje: 

 

1) Aprendizaje no supervisado  

 

Permite tratar problemas en los que los datos no están etiquetados y se trata de buscar patrones o 

estructuras basándose sólo en el conjunto de datos de entrada, sin conocer las relaciones entre las 

entradas y las salidas. Se usa para aplicaciones de “clustering” y una de las aplicaciones 

relacionadas con audio es el algoritmo de cocktail party que permite separar fuentes. 

 

2. Aprendizaje supervisado 

 

 Se cuenta con un conjunto de datos y se sabe de antemano cual debe ser la salida del sistema, 

teniendo una idea de las relaciones entre las entradas y salidas. Se pueden tratar problemas de 

regresión en donde el valor esperado es un dato continuo, o problemas de clasificación en donde 

los valores predichos son datos discretos correspondientes a categorías. 

 

En el aprendizaje supervisado los diferentes algoritmos se reducen a minimizar una función de 

costo específica de cada método. Esta función de costo depende de los parámetros ingresados al 

algoritmo como vectores de características. 

 

3) SVM (support vector machines) 

 

En particular para el caso de las Maquinas de soporte de vectores la función que se debe minimizar 

es la de la ecuación 6 [8].  
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min 𝐶 ∑[𝑦(𝑖)𝑐𝑜𝑠𝑡1(𝜃𝑇𝑥(𝑖)) + (1 − 𝑦(𝑖))𝑐𝑜𝑠𝑡0(𝜃𝑇𝑥(𝑖))]

𝑚

𝑖=1

+
1

2
∑ 𝜃𝑗

2  (7)

𝑛

𝑖=1

 

  

 

En donde y es el vector con la iesima etiqueta, 𝜃 son los parámetros del modelo, x son las iesimas 

entradas o los vectores de características con los descriptores de audio y C es un término de 

regularización de parámetros. Así mismo el algoritmo permite trabajar con diferentes funciones 

para trabajar con márgenes de clasificación lineales o no lineales como puede verse en la Fig. 4.  

 

 

Fig. 4. Clasificación del algoritmo SVM para 3 clases con diferentes funciones para los márgenes de separación  

 

Tomado de http://bit.ly/2ceuJbH 

 

 

 

El paradigma del algoritmo es encontrar los hiperplanos que tengan los márgenes de separación 

más amplios entre diferentes clases, por lo tanto, se trata de maximizar la distancia de los puntos 

límites al hiperplano trazado. 
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4) Métodos de evaluación 

 

Para evaluar el desempeño de los algoritmos de aprendizaje automático se han desarrollado 

diferentes técnicas que permiten conocer no sólo la precisión del modelo, sino también el 

diagnostico de problemas como el sobreajuste, falta de datos para entrenamiento, desbalance en la 

base de datos, confusión, entre otros.  

 

La medida más básica sobre el desempeño de un algoritmo de clasificación es la tasa de 

reconocimiento, que está definida como el número de aciertos sobre el número total de predicciones 

como se observa en la ecuación 8.  

 

 

𝑇𝑅(𝑦, ℎ(𝑥)) =  
1

𝑚
∑ 1(ℎ(𝑥) = 𝑦)  (8)

𝑚−1

0

 

 

Donde h(x) es la hipótesis o predicción del modelo, y el vector de etiquetas y m el número de 

muestras. Siendo 1.0 cuando todas las predicciones son iguales a las etiquetas, y 0 cuando todas 

las predicciones son diferentes de las etiquetas.  

 

Sin embargo, esta medida puede ser engañosa en casos en donde el número de muestras por clases 

esta desbalanceado, ya que, si se tienen muy pocas muestras de una clase, el algoritmo puede estar 

prediciendo mal la clase con pocas muestras y aun así tener una tasa de reconocimiento alta. Por 

ejemplo, si se tiene una clase que solo es el 2% del conjunto total de elementos, el algoritmo de 

clasificación puede tener una tasa de reconocimiento de 98% prediciendo que todas las muestras 

pertenecen a la clase con mayor número de elementos. En estos casos se usan otras medidas de 

desempeño como lo son la precisión, el recall, y las matrices de confusión.  

 

En un ejemplo de clasificación binaria la matriz de confusión define que la entrada i, j es el número 

de muestras en el en grupo i, pero predichas en el grupo j. por ejemplo en la TABLA I: 
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TABLA I. MATRIZ DE CONFUSIÓN 

  Clase verdadera 

  1 0 

Clase predicha 

1 Positivo verdadero Falso positivo 

0 Falso negativo Negativo verdadero 

 

 

De esta matriz se derivan las otras dos métricas, precisión y recall. La precisión está definida como 

el número de positivos verdaderos sobre la suma de los positivos verdaderos más los falsos 

positivos. Esta medida está relacionada con la habilidad que tiene el modelo de no predecir un 

ejemplo negativo como positivo 

 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =  
𝑃𝑣

𝑃𝑣 + 𝐹𝑝
  (9) 

 

El recall está definido como el número de verdaderos positivos sobre la suma de verdaderos 

positivos más los falsos negativos. Informa la habilidad del modelo de encontrar todas las muestras 

positivas. 

 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑃𝑣

𝑃𝑣 + 𝐹𝑛
  (10) 

 

La medida F1-score promedia el recall y la precisión de la siguiente manera: 

 

𝐹1 = 2 
(𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∗ 𝑟𝑒𝑐𝑎𝑙𝑙)

(𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑟𝑒𝑐𝑎𝑙𝑙)
 (11) 

Ahora bien, Una vez que se ha evaluado el desempeño del modelo, una de las formas de elegir 

estrategias para mejorarlo es trazando las curvas de aprendizaje, que permiten diagnosticar 

problemas de sobreajuste y sub-ajuste, y según su comportamiento se puede elegir qué estrategia 

es mejor para optimizar el modelo. Algunas de las estrategias son: 

 

- Conseguir más datos. 

- Reducir el tamaño del vector de características. 
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- Aumentar el tamaño del vector con más descriptores. 

- Incrementar el parámetro de regularización. 

- Disminuir el parámetro de regularización. 

 

Las curvas de aprendizaje son gráficas en donde se observa como varia el error con el tamaño de 

la base de datos, obteniendo una curva para el error del modelo con el conjunto de aprendizaje y 

otra con el conjunto de prueba. A partir de estas se puede saber si el modelo tiene problemas de 

sobre-ajuste o sub-ajuste. 

 

El sobreajuste se presenta cuando el error en el conjunto de entrenamiento es bajo, pero en el 

conjunto de prueba es alto (ver Fig. 5), esto se traduce en que el algoritmo no se comporta bien con 

nuevas muestras y esta sobre-ajustado al conjunto de entrenamiento[23]. Para solucionar esto se 

puede tratar de conseguir más datos para que el algoritmo tenga más poder de generalización, 

reducir el tamaño del vector de características para que el modelo sea más simple, o incrementar el 

termino de regularización. 

 

 

Fig. 5. Curva de aprendizaje sobre-ajuste 

 

Tomado de [23] 

 

El Sub-ajuste se presenta cuando el error del conjunto de entrenamiento es alto y el de prueba 

también lo es (ver Fig. 6). Esto significa que se ha construido un mal modelo y se necesita una 

hipótesis más compleja, lo que se logra incrementando el tamaño del vector de características con 

descriptores diferentes o combinaciones o reduciendo el parámetro de regularización del modelo 
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Fig. 6. Curva aprendizaje sub-ajuste 

 

Tomado de [23] 
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V. METODOLOGÍA 

 

El diseño metodológico estuvo enmarcado en tres grandes etapas: la obtención de la base de datos 

sobre los eventos sonoros de interés a partir de grabaciones en campo y bases de datos externas 

que contenían algunos de los eventos sonoros evaluados; la extracción de los descriptores de audio 

propuestos que sirvieron como datos de entrada al algoritmo de clasificación y por último el 

entrenamiento del algoritmo de clasificación y la evaluación de su desempeño.  

 

A. Grabaciones en campo: 

 

Dentro de las tareas del reconocimiento automático existen varios enfoques, una es el 

reconocimiento de escenas auditivas generales o ambientes etiquetados como: oficina, parque, zona 

residencial etc. otra es el reconocimiento de eventos sonoros aislados como: pitos, ladridos de 

perros, paso de un carro, niño llorando etc. este último puede ser trabajado con eventos sonoros 

sintéticos o eventos sonoros en grabaciones reales con presencia de ruido de fondo. 

 

Así hay un enfoque general y especifico en la detección de sonidos ambientales, sin embargo, el 

reconocimiento de una escena auditiva general precisa que existan elementos muy diferenciados 

entre las diferentes escenas y también se necesita tener una base de datos extensa para considerar 

diferentes variaciones de la escena auditiva pues el análisis se hace con base en estadísticas de largo 

plazo. Una escena general está compuesta de subconjuntos de eventos sonoros que de acuerdo a su 

tasa de ocurrencia y permanencia en la evolución temporal del ambiente son en últimas los que 

permiten identificar una escena auditiva de otra. 

 

Para la obtención de la base de datos esto es importante pues determinó las ubicaciones de las 

grabadoras en función de los elementos que se querían capturar. Como el enfoque de este trabajo 

es reconocer elementos de ruido de tráfico y de ruido de música, se hicieron mediciones con el 

dispositivo Songmeter-sm2 simulando una situación de monitoreo en donde se instalan los 

grabadores en los receptores afectados y principalmente en la fachada más expuesta. Para capturar 

la base de datos de entrenamiento con eventos aislados se ubicó el songmeter en zonas residenciales 

donde se podían capturar pasos de carros sin influencia de otras fuentes.  
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Para los casos de ruido de ocio se grabó en lugares donde se percibió una contribución alta de la 

música al ruido ambiental, sin que resultaran en ambientes muy complejos con multiplicidad de 

fuentes simultaneas. Se prefirió también sectores residenciales que estuvieran afectados por un 

foco definido de ruido de ocio. En la TABLA II se observan ejemplos de algunos puntos de 

grabación. 

 

 

TABLA II. POSICIONES DISPOSITIVO DE GRABACIÓN EN ZONAS RESIDENCIALES 
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La base de datos de grabaciones en campo está compuesta por grabaciones en 2 categorías: tráfico 

residencial y ruido de ocio. 

 

Se realizaron en total 18 grabaciones de 2 minutos en zonas de ruido de ocio y una grabación 

continua de una hora. Las grabaciones fueron tomadas entre las 22 y 2 horas de los días viernes y 

sábado. En las zona residenciales se cuenta con 68 grabaciones de 2 minutos tomadas en intervalos 

de 15 minutos distribuidos en todo el día. 

 

1) Instrumentación de grabación 

 

El Songmeter sm2(ver Fig. 7) es una grabadora autónoma usada en los campos de biacustica que 

es resistente a las condiciones de ambiente en el exterior y posee las siguientes características: 

 

TABLA III. CARACTERÍSTICAS SONGMETER-SM2 

Canales de grabación 2 

Filtros pasa-alta con frecuencia de corte en 2, 180 y 1000hz por canal 

Ganancias pre-amplificador  +0, +6, +12, +24, +36, +48, +60 

Ruido de piso -115dbv 

Frecuencias de muestreo 4, 8, 16, 22.05, 24, 32, 44.1, 48 y 96kHz 

Conversor análogo digital 1V rms full-scale 16-bit, 90dB SNR 

Micrófonos 2 omnidireccionales 

Capacidad de Almacenamiento 128gb con 4 tarjetas de 32gb. 
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Fig. 7. Vista interior Songmeter sm 2 

 

Tomado de [24] 

 

 

El Songmeter se debe configurar haciendo una agenda de grabación (ver Fig. 8) con las horas del 

día y la duración de la grabación deseada, esto se puede hacer desde la interfaz física o 

programando una agenda en el software SM-2 configurator. Para este caso se grabaron 2 minutos 

cada 15 minutos. 

 

 

Fig. 8. Configuración agenda de grabación 

 

Tomado de [24] 
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Las configuraciones sobre el audio se pueden programar en la pantalla de la Fig. 9. Se configuró 

con un solo canal en Mono y frecuencia de muestreo de 44100 Hz. 

 

 

Fig. 9. Configuración parámetros grabación 

 

Tomado de [25] 

 

 

Los metadatos que graba el songmeter están en el siguiente formato: 

(Fecha/ Hora de grabación / temperatura) 

 

TABLA IV. METADATOS ALMACENADOS POR SONGMETER SM2 

Fecha Hora Grabación Temperatura 

2015-Oct-16 17:32:35 23.9 

2015-Oct-17 7:59:35 20.3 

2015-Oct-17 8:14:35 20.6 

2015-Oct-17 8:29:35 20.8 

2015-Oct-17 8:44:35 20.9 

2015-Oct-17 8:59:35 21.6 

2015-Oct-17 9:14:35 22.1 

2015-Oct-17 9:29:35 22.7 

2015-Oct-17 9:44:35 22.9 

2015-Oct-17 9:59:35 22.9 

2015-Oct-17 10:14:35 23.2 

2015-Oct-17 10:29:35 23.4 

2015-Oct-17 10:44:35 23.7 
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2) Taxonomía de los sonidos urbanos. 

 

Para establecer los eventos sonoros de interés para el reconocimiento desde el punto de vista del 

ruido ambiental, se seleccionaron aquellos que pudieran ser de utilidad en análisis de molestia al 

ruido en zonas residenciales (bocinas de carro, frenos, paso de vehículos), o que estuvieran 

relacionados con información importante para la gestión del ruido ambiental, como lo es la 

distinción de tipos de vehículos entre livianos, pesados y motocicletas. Se tuvo en cuenta la 

taxonomía previamente elaborada por la NYU[2] para generar la de la Fig. 10. 

 

 

Fig. 10. Taxonomía del entorno acústico residencial urbano 
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3) Anotación de los eventos: 

 

La herramienta para la anotación de los eventos fue el editor de audio audacity(ver Fig. 11); este 

permitió anotar los eventos y generar los metadatos con la etiqueta del evento y los tiempos de 

inicio y final del evento. 

 

 

Fig. 11. Anotación eventos sonoros en audacity 

 

 

El formato de los metadatos que genera es: 

tiempo_inicio; tiempo_final; nombre_etiqueta 

 

Para cada grabación se realizó una anotación de los eventos sonoros de acuerdo a la taxonomía de 

sonidos urbanos de las situaciones de interés en este trabajo. A continuación, se puede ver un 

ejemplo del formato de las anotaciones que genera audacity en un archivo .txt separado por 

tabulaciones. 

 

TABLA V. FORMATO ANOTACIONES GENERADAS EN AUDACITY 

Tiempo inicio Tiempo final Etiqueta 

7,210344 11,845565 moto 

12,772609 16,480786 moto 

17,304826 23,588125 moto 

24,30916 32,137533 liviano 

38,729848 46,661226 liviano 

49,133344 49,802876 pito 

70,043342 79,107774 moto 

93,631467 104,343979 pesado 
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B. Bases de datos externas 

 

1) Urbansound8k 

 

esta base de datos contiene 8372 sonidos etiquetados con duraciones menores o iguales a 4 

segundos, divididas en 10 clases de las cuales son de interés la categoría uno “car horn” y la nueve 

“street music”. Todos los sonidos son tomados de grabaciones en campo subidas a 

www.freesound.org. El código en Python para cargar los audios correspondientes a dichas 

categorías es el siguiente. 

1. import os  
2. import soundfile as sf  
3.   
4.   
5. pwd = "/home/aaccol/DATABASES/UrbanSound8K/audio/fold4" # carpeta contenedora audios lib

reria  
6. files = os.listdir(pwd)  
7. musicfiles = []  
8. hornfiles = []  
9. c1 = 0  
10. c2 = 0  
11. for f in files:  
12.   if f.endswith('.wav'): #verificar si son .wav  
13.     a = f.split("-")  
14.     if a[1] == "9": #condicional categoria 9  
15.       musicfiles.append(pwd+"/"+f)   
16.         
17.     if a[1] == "1": #condicional categoria 1  
18.       hornfiles.append(pwd+"/"+f)  
19.   
20. for e in musicfiles:  
21.   data, fs = sf.read(e)   
22.   sf.write('musica_ub_'+str(i)+'.wav',data,fs) # escribir archivo .wav con nuevo nombre  
23.   i += 1  
24.   
25. i = 1  
26. for e in hornfiles:  
27.   data, fs = sf.read(e)   
28.   sf.write('pito_ub_'+str(i)+'.wav',data,fs) # escribir archivo .wav con nuevo nombre  
29.   i += 1  

 

2) Freesound 

 

 Es una gran base de datos colaborativa de grabaciones de audio, samples o segmentos, que poseen 

una licencia de creative commons para su reutilización. Freesound permite subir y descargar audios 

por parte de los usuarios. Además de esto se puede buscar por palabras, sonidos similares, extraer 

descriptores y muchas otras funciones avanzadas implementadas en las diferentes Api. 
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Freesound es una iniciativa de la universidad Pompeu Fabra de Barcelona y el grupo de 

investigación en tecnología de la música que pretende crear una bases de datos abierta que pueda 

ser usada para investigación científica, pues actualmente no existen muchas bases de datos para 

probar los diferentes algoritmos. 

 

A través del cliente escrito en python para freesound se puede hacer una búsqueda y descarga 

automatizada de los sonidos por tags o por descriptores en la base de datos de freesound. Este 

primer ejemplo es una búsqueda por tags de los usuarios que han subido los audios. 

 

1. import freesound, sys,os  
2.   
3. client = freesound.FreesoundClient()  
4. client.set_token("WwVsqd9CKfUpXH49NRuEo9Ky0jlz97EMI7QYUO6Y","token")  
5.   
6. results = client.text_search(query="car pass",fields="id,name,previews")  
7.   
8. for sound in results:  
9.   sound.retrieve_preview(".",sound.name)  
10.   print(sound.name)  

 

3) TUT sound events-development 

 

Base de datos orientada al reconocimiento de eventos sonoros en un entorno residencial exterior o 

interior. Contiene 12 grabaciones en un entorno exterior de entre 3 o 4 minutos en las cuales hay 

74 sonidos de paso de carros. Fue la base de datos usada en el concurso de reconocimiento de 

sonidos ambientales DCASE2016[26] 

 

1. import soundfile as sf  
2. import math  
3.   
4.   
5. metadata = open("/home/aaccol/DATABASES/TUT-sound-events-2016-development/meta.txt")  
6. fixed = "/home/aaccol/DATABASES/TUT-sound-events-2016-development/"  
7. filename = 'car_tut_'  
8. i = 1  
9.   
10. for line in metadata:  
11.     
12.   path, zone, start_time, end_time, label, m = line.strip().split("\t")  
13.     
14.   if label == 'car passing by':  
15.     x, fs = sf.read(fixed+path)  
16.     start_sample= math.floor(float(start_time))*fs  
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17.     end_sample = math.ceil(float(end_time))*fs  
18.     data = x[int(start_sample):int(end_sample)]  
19.     sf.write(filename+str(i)+'.wav',data,fs)  
20.     i += 1  

 

 

C. Extracción de descriptores 

 

Para la extracción de los descriptores se usó la librería Librosa desarrollada por Brian mcfee en 

Python con licencia libre. Esta librería permitió calcular los descriptores usados (MFCC, Zcr, 

Spectral centroid y Roll off) para la creación del vector de características. Para cada audio 

etiquetado se hace una segmentación mediante ventanas y por cada fragmento resultante se 

calculan los descriptores elegidos. Sin embargo, estos aún son muchos datos para entrenar el 

algoritmo, por esto se obtiene el promedio y la desviación estándar para cada vector con el fin de 

capturar la variación espectro-temporal de una forma resumida En la Fig. 12 se puede ver un 

ejemplo del descriptor ZCR. 

 

 

 

Fig. 12. Extracción de descriptor ZCR 
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Asi por cada audio se obtuvo el promedio y la desviación estándar de cada coeficiente de los MFCC 

y de los descriptores ZCR, Spectral centroid y roll off, como se puede observar en la TABLA VI. 

 

TABLA VI. EJEMPLO VECTORES CARACTERÍSTICOS CON DESCRIPTORES RESUMIDOS 

Promedio 

MFCC_1 

Desviación 

MFCC_1 

Promedio 

MFCC_2 

Desviación 

MFCC_2 

Promedio 

MFCC_3 

… 

 

Promedio 

ZCR 

Promedio  

Roll off 

Clase 

0.354 0.84 2.31 1.5 0.31 …  0.12 6245 Moto 

0.412 0.26 1.04 0.8 0.04 …  0.42 3458 Liviano 

0.586 1.4 -0.26 0.5 -0.26 …  0.67 4216 Liviano 

0.317 0.71 5.4 0.34 0.4 …  0.03 8452 Pesado 

0.982 0.38 2.1 2.7 0.1 …  0.24 6154 Moro 

 

 

Por último, el vector de etiquetas y se construyó de la siguiente manera: 

 

𝑦 ∈ [0,1,2,3]  

 

Donde 0 es el conjunto de eventos sonoros que pertenecen a la categoría moto, 1 es el conjunto de 

eventos sonoros que pertenecen a la categoría liviano, 2 es el conjunto de eventos sonoros que 

pertenecen a la categoría pesados y 3 es el conjunto de eventos sonoros que pertenecen a la 

categoría bocinas 

 

 

D. Entrenamiento SVM 

 

 

Con los descriptores resumidos se formaron diferentes vectores de características para cada 

muestra, combinando los diferentes descriptores para probar su eficacia en el entrenamiento. Así, 

se obtuvieron diferentes matrices como entrada al algoritmo haciendo un muestreo aleatorio para 

seleccionar el 70% para el entrenamiento del algoritmo y el 30% para la prueba como se puede 

observar en el diagrama de bloques de la Fig. 13. Es importante aclarar que en el momento en que 
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se mezclan descriptores hay que hacer un proceso de escalamiento debido a la diferencia de 

magnitudes entre ellos. 

 

En el algoritmo se variaron los parámetros C y gamma, para maximizar las tasas de reconocimiento. 

Se calculó la matriz de confusión para cada caso y se evaluó el ajuste y el número de datos de 

acuerdo a las curvas de aprendizaje. 

 

 

 

Fig. 13. Diagrama de bloques entrenamiento 

 

 

Para la clasificación según la taxonomía se entrenaron dos clasificadores jerárquicos, uno para 

distinguir entre eventos de música y tráfico y otro para eventos de motos, pesados, livianos y 

bocinas. 
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VI. RESULTADOS 

 

A. Bases de datos 

 

Se obtuvo una base de datos de grabaciones en campo en Medellín divididas en dos escenas 

principales: 

- Ruido tráfico, 68 grabaciones con una duración total de 136 minutos. 

- Ruido de ocio, 20 grabaciones para un total de 48 minutos. 

 

1) Estructura de la base de datos. 

 

GCM 

│  README.md        formato markdown 

│ 

└───audio          88 archivos de audio, 16-bit 44.1kHz 

│  │ 

│  └───trafico         

│  │  │  20160815_080000.wav     formato nombre: [fecha_hora].wav    

│  │  │  20160815_081500.wav 

│  │    ... 

│  └───ocio   

│    │  20160825_230000.wav     

│    │  20160825_234500.wav 

│      ... 

│ 

└───meta          meta datos, con las etiquetas de los sonidos de la taxonomia 

│  │ 

│  └───tráfico        Etiqueta categoría audio 

│  │  │  20160815_080000.txt    anotaciones, formato txt (generadas en audacity): [tiempo 

inicio(float)][tab][tiempo final (float)][tab][etiqueta (string)] 

│  │  │  20160815_081500.txt 

│  │    ... 

│  └───ocio   

│    │  20160825_230000.txt         

│    │  20160825_234500.txt 

│      ... 
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TABLA VII. CONTEO DE LOS EVENTOS SONOROS 

Etiqueta numero 

moto 162 

pesado 122 

liviano 141 

pito 39 

música 80 

 

De las 26 bases de datos de grabaciones de eventos sonoros ambientales, solo una posee más de 

2000 eventos por clase y sólo 5 están por encima de los 100 eventos por clase (ver Fig. 14). La 

base de datos adquirida se considera relevante pues introduce nuevas categorías relacionadas con 

el ruido ambiental de las cuales no se tenían material para probar algoritmos en el dominio público 

y tiene una cantidad considerable de eventos comparándolo con bases de datos similares usadas 

para reconocimiento. 

 

 

 

Fig. 14. Eventos por clase en bases de datos públicas para reconocimiento de eventos sonoros 

 

Tomado de http://bit.ly/2soxJVT 

 

 

De las bases de datos existentes se recopilaron los eventos sonoros que sirven para aumentar la 

base de datos obtenida. 
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TABLA VIII. CONTEO EVENTOS SONOROS BASES DE DATOS EXTERNAS 

Base de datos Etiqueta conteo 

TUT liviano 74 

Urbansound8K música 300 

Urbansound 8K bocina 100 

Freesound liviano 45 

 

B. Exploración inicial de los datos 

 

Con el resumen de los descriptores calculados para cada categoría, se procedió a observar las 

distribuciones de los valores para inspeccionar si existían diferencias entre cada clase. A 

continuación se pueden observar los diagramas de caja para el promedio de los MFCC en las 

categorías, livianos, motos, pesados y bocinas en las Fig. 15, Fig. 16, Fig. 17 y Fig. 18 

respectivamente. 

 

 

Fig. 15. Distribución promedios MFCC bocinas 
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Fig. 16. Distribución promedios MFCC livianos 

 

 

 

 

Fig. 17. Distribución promedios MFCC motos 
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Fig. 18. Distribución promedios MFCC pesados 

 

 

A partir de estos diagramas se puede observar que cada categoría de sonidos presenta distribuciones 

diferentes de los promedios de MFCC, Sin embargo, las diferencias no permiten establecer una 

regla de decisión simple. El primer coeficiente tiene desviaciones muy grandes, y a partir del 

coeficiente 11 los valores son muy similares entre diferentes categorías, lo que indica la 

complejidad de la clasificación y que seguramente las clases no son linealmente separables. 

 

C. Reconocimiento eventos sonoros relacionados con trafico 

 

Como prueba inicial se hizo un entrenamiento solo con el descriptor MFCC variando el tamaño de 

la ventana para ver la influencia que tenía sobre el reconocimiento y establecer un valor óptimo 

para el mismo. Como se observa en la TABLA IX el valor óptimo se encuentra en 512 muestras 

que corresponde a segmentaciones de 11 ms, a partir de 4096 muestras el valor de la tasa de 

reconocimiento se estabiliza. 
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TABLA IX. TASAS DE RECONOCIMIENTO CON MFCC Y DIFERENTES VALORES PARA TAMAÑO 

DE VENTANA Y HOP SIZE. 

 

Tamaño de 

ventana(ms) 

Tamaño de 

ventana(samples) 

Hop 

size(samples) Tasa reconocimiento 

5,80 256 128 0.79 (+/- 0.12) 

11,61 512 256 0.84 (+/- 0.08) 

23,22 1024 512 0.79 (+/- 0.09) 

46,44 2048 1024 0.80 (+/- 0.11) 

92,88 4096 2048 0.81 (+/- 0.09) 

185,76 8192 4096 0.81 (+/- 0.08) 

371,52 16384 8192 0.81 (+/- 0.09) 

743,04 32768 16384 0.81 (+/- 0.11) 

 

 

A partir de los anteriores resultados, se intentó mejorar el desempeño del algoritmo entrenado con 

los MFCC uniendo otros descriptores. El desempeño solo mejoró en el caso que se añadió el 

descriptor roll off, para los otros casos se mantiene igual o empeora en el caso de usar todos los 

descriptores(ver TABLA X). Es de anotar que los cambios en la tasa de reconocimiento general 

son de máximo 0.02 puntos, pero para cada clase si hay diferencias de hasta 0.09 puntos. 

 

En todas las matrices de confusión se evidencia que el algoritmo tiene problemas para identificar 

entre la clase de motos y pesados, esto puede darse porque los espectros de algunos pesados y 

motos de alto cilindraje son similares e incluso en la etapa de anotación manual era difícil 

identificar en unos casos a que categoría pertenecían.  

 

De acuerdo a la evaluación de las curvas de aprendizaje el modelo no presenta sobre-ajuste y su 

valor conforme la base de datos aumenta se tiende a estabilizar aproximadamente en un 85% de 

reconocimiento. Para los otros casos las curvas de aprendizaje diagnostican un sub-ajuste cuando 

se usan los descriptores sin MFCC y un sobre ajuste cuando se usan todos los descriptores en 

conjunto.  
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TABLA X. TASAS DE RECONOCIMIENTO PARA LOS DIFERENTES DESCRIPTORES USADOS EN 

EVENTOS SONOROS RELACIONADOS CON TRÁFICO. 

Descriptor usado Tasa reconocimiento 

MFCC 0.84 (+/- 0.08) 

ZCR+SC+ZCR 0.62 (+/- 0.08) 

MFCC+ZCR 0.83 (+/- 0.09) 

MFCC+SC 0.83 (+/- 0.10) 

MFCC+SR 0.84 (+/- 0.07) 

Todos 0.82 (+/- 0.08) 

 

 

Debido al desbalance de la base de datos en la categoría de bocinas, se decidió construir una base 

de datos aumentada para ver el desempeño con más muestras de entrenamiento. en este ensayo la 

tasa de reconocimiento para bocinas paso de 62% a un 83%. A continuación, se pueden observar 

en detalle los puntajes de desempeño para cada combinaciòn de descriptores usada y su matriz de 

confusión asociada. 

 

1) Entrenamiento MFCC 

 

Con el tamaño de ventana en 512 muestras establecido como óptimo, se entrena el algoritmo con 

el promedio de los 20 coeficientes MFCC de cada muestra y así tenerlo como base para comparar 

con otras combinaciones. 

 

 

Fig. 19. Puntajes entrenamiento con MFCC 
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Este sistema base obtuvo resultados de más de 85% en las clases de moto, pesado y liviano. Sin 

embargo, clasificando los sonidos de bocinas no se desenvuelve muy bien y se confunde con la 

categoría de motos. También la categoría de pesados presenta confusión con motos y livianos. 

 

 

Fig. 20. Matriz de confusión entrenamiento con MFCC 

 

De Acuerdo a la curva de aprendizaje, el aumento de muestras no le beneficiará mucho pues su 

valor se estabiliza desde que sobrepasa 150 muestras. Sin embargo, aumentar el tamaño del vector 

de características con más descriptores puede mejorar el desempeño. 

 

 

 

Fig. 21. Curva de aprendizaje entrenamiento con MFCC 
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2) Entrenamiento con ZCR, SPECTRAL CENTROID y ROLL OFF 

 

Otra prueba se realizó con los descriptores ZCR, spectral centroid y spectral roll off, para establecer 

si por si solos servían para clasificar los eventos. Sin embargo, se obtuvo un valor de 62% para el 

reconocimiento que es bajo comparado con el valor obtenido con los MFCC 

 

 

 

Fig. 22. Puntajes entrenamiento con ZCR, SPECTRAL CENTROID Y ROLL OFF 

 

 

 

Fig. 23. Matriz de confusión entrenamiento con ZCR, SPECTRAL CENTROID Y ROLL OFF 

 

Con estos descriptores la única categoría que tiene un reconocimiento alto (83%) es la de motos. 

En la curva de aprendizaje se ve que utilizando estos descriptores el modelo no es capaz de predecir 
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bien el conjunto de entrenamiento, y por lo tanto existe un sub-ajuste pues el modelo no tiene la 

suficiente información para separar los eventos sonoros. 

 

 

 

Fig. 24. Curva de aprendizaje entrenamiento con ZCR, SPECTRAL CENTROID Y ROLL OFF 

 

 

3) Entrenamiento con MFCC y ZCR 

 

En comparación con el sistema base de MFCC, agregar el descriptor ZCR empeora el 

reconocimiento en las categorías bocinas y pesados, para los livianos se mantiene igual y en el caso 

de motos mejora levemente (0.02%) 

 

 

 

Fig. 25. Puntajes entrenamiento con MFCC y ZCR 
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Fig. 26. Matriz de confusión entrenamiento con MFCC y ZCR 

 

 

4) Entrenamiento con MFCC y SPECTRAL CENTROID 

 

El spectral centroid no mejora ningún reconocimiento en las categorías y empeora las mismas 

clases que el descriptor ZCR, a diferencia de que no aumenta el reconocimiento de las motos. 

 

 

 

Fig. 27. Puntajes entrenamiento con MFCC y SPECTRAL CENTROID 
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Fig. 28. Matriz de confusión entrenamiento con MFCC y SPECTRAL CENTROID 

 

 

5) Entrenamiento con MFCC y ROLL OFF 

 

Usando el descriptor spectral roll off se mejora el reconocimiento de las motos, sin embargo, baja 

el reconocimiento en bocinas y vehículos pesados, pero la tasa de reconocimiento general es igual 

a la del sistema base y mejora la desviación entre los conjuntos de prueba. 

 

 

 

Fig. 29. Puntajes entrenamiento con MFCC y ROLL OFF 
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Fig. 30. Matriz de confusión entrenamiento con MFCC y ROLL OFF 

 

 

6) Entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 

 

La última prueba se realizó combinando todos los descriptores, los valores de reconocimiento 

mejoran, en el caso de los pesados, pero en las otras categorías empeoran. Comparando los 

resultados con el sistema base, el desempeño cae dos puntos. 

 

 

 

Fig. 31. Puntajes entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 
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Fig. 32. Matriz de confusión entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 

 

De acuerdo a la curva de aprendizaje, el sistema con la combinación de los descriptores está en su 

punto límite de rendimiento, buscar mejores descriptores más eficientes para mejorar el desempeño 

podría ser de gran ayuda pues existen ejemplos en la base de datos que no son separables a partir 

de la información dada al modelo y por esto la tasa de reconocimiento del conjunto de 

entrenamiento disminuye. 

 

 

Fig. 33. Curva de aprendizaje entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 
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7) Entrenamiento base de datos aumentada 

 

Si bien la curva de aprendizaje con los descriptores MFCC sugería que un aumento de muestras no 

mejoraría bastante la tasa de reconocimiento general, se aumentaron las muestras en la categoría 

bocina con las bases de datos externas ya que agregar descriptores al sistema base no mejoró el 

desempeño del algoritmo. Al hacer esto el valor de la categoría bocina pasaron a tener un 

reconocimiento de 83% y un valor F de 90%. Los valores para las otras categorías variaron poco. 

 

 

Fig. 34. Puntajes entrenamiento con base de datos aumentada  

 

 

Fig. 35. Matriz de confusión entrenamiento con base de datos aumentada 
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D. Reconocimiento eventos sonoros relacionados con música 

 

Luego de tener el clasificador entrenado con los diferentes eventos sonoros relacionados con el 

tráfico rodado, se agruparon en una sola categoría, motos, livianos y pesados, y se obtuvo un 

sistema base con los MFCC al igual que en el caso anterior para probar el desempeño con las 

diferentes combinaciones para el reconocimiento entre evento de tráfico y música sonando. 

 

1) Entrenamiento con MFCC 

 

El entrenamiento con MFCC produce un sistema robusto de reconocimiento entre estos dos tipos 

de eventos sonoros, la curva de aprendizaje indica que el modelo está prediciendo bien la totalidad 

de los ejemplos de aprendizaje y la tasa de reconocimiento en conjunto de validación tiende a 

acercarse mucho al rendimiento del de entrenamiento aun cuando hay muchas más muestras de 

tráfico en comparación a las de música. 

 

 

Fig. 36. Puntajes entrenamiento con MFCC 
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Fig. 37. Matriz de confusión entrenamiento con MFCC 

 

 

 

Fig. 38. Curva de aprendizaje entrenamiento con MFCC 

 

 

2) Entrenamiento con ZCR, SPECTRAL CENTROID y ROLL OFF 

 

Nuevamente el desempeño solo a base de estos descriptores no es el mejor y la curva de 

aprendizaje sugiere que el modelo tiene un sub-ajuste. El clasificador tiene problemas de 

confusión con la categoría música. Pues en el caso del tráfico a base de estos descriptores predice 

bien casi todo el conjunto de muestras (97%). 
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Fig. 39. Puntajes entrenamiento con ZCR, SPECTRAL CENTROID y ROLL OFF 

 

 

Fig. 40. Matriz de confusión entrenamiento con ZCR, SPECTRAL CENTROID y ROLL OFF 

 

 

Fig. 41. Curva de aprendizaje entrenamiento con ZCR, SPECTRAL CENTROID y ROLL OFF 

 

 

 



IDENTIFICACIÓN AUTOMÁTICA DE EVENTOS SONOROS DE MÚSICA Y TRÁFICO EN… 63 

3) Entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 

 

Agregar más descriptores en este caso, no mejoró el reconocimiento con respecto a los MFCC y 

tienen el mismo desempeño que cuando se entrenan solo con el vector de MFCC 

 

Fig. 42. Puntajes entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 

 

 

 

 

Fig. 44. Matriz de confusión entrenamiento con MFCC, ZCR, SPECTRAL CENTROID y ROLL OFF 
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VII. CONCLUSIONES 

 

La base de datos que se obtuvo no tiene una distribución uniforme para todas las clases ya que en 

grabaciones de ambientes reales los eventos sonoros tienen diferentes tasas de ocurrencia, 

particularmente en la composición del tráfico urbano los vehículos pesados constituyen una 

pequeña parte del total del aforo y el toque de bocina tampoco ocurre muy a menudo. A partir de 

estas grabaciones en campo en diferentes zonas residenciales, se observó que el evento con mayor 

ocurrencia fue el paso de motos, comprobando que en la ciudad de Medellín hay un alto 

componente de motocicletas en la composición del tráfico, como se ha consignado en estudios 

anteriores[27]. Los métodos de cálculo más actuales como el CNOSSOS-EU contemplan la 

separación del aforo vehicular en varias categorías, una de las cuales es motos. Este sistema de 

detección podría ser implementado en zonas residenciales para hacer conteos vehiculares y 

mantenerse en el margen de +-25% del aforo para tener la precisión de +-1db en la estimación de 

los niveles de ruido[28]. Más importante aún podría entregar la evolución temporal del tráfico y 

ayudar con la evaluación del ruido debido a eventos aislados. 

 

La metodología usada para reconocer eventos sonoros relacionados con tráfico y música a través 

de la representación resumida de los descriptores en conjunto con el algoritmo de SVM fue efectiva 

en los dos casos. El descriptor MFCC permite obtener tasas de reconocimiento altas (84%); sin 

embargo, los descriptores ZCR, spectral centroid y Roll off no constituyen por si solos un vector 

de características eficaz para clasificar eventos sonoros relacionados con el tráfico rodado. El uso 

combinado de los MFCC con otros descriptores no mejora significativamente su rendimiento. De 

acuerdo a los resultados obtenidos es importante evaluar los algoritmos de aprendizaje automático 

con métodos adicionales a las tasas de reconocimiento, ya que estos permiten establecer una 

estrategia de optimización, como en este caso particular que fue el de aumentar el conjunto de datos 

para balancear el número de muestras por clase y diagnosticar fallas específicas.  

 

En cuanto al reconocimiento de eventos relacionados con música se obtuvieron valores de 95% 

para el reconocimiento entre estos y eventos de tráfico rodado, a pesar de esto, hay que tener en 

cuenta que el sistema se entrenó con audios en ambientes controlados, suponiendo que no existían 

eventos sonoros simultáneos y que en el ambiente no ocurrían eventos sonoros diferentes a los 
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etiquetados. A pesar de que estas condiciones pudieran parecer muy severas, las grabaciones se 

obtuvieron en situaciones reales, y estas condiciones se presentaron en zonas residenciales 

particularmente en el periodo noche, donde es importante hacer evaluaciones más detalladas y los 

sistemas de monitoreo tienen su aplicación directa.  

 

De acuerdo a la evaluación manual de las muestras en el que el algoritmo no tiene un buen 

desempeño, se cree importante hacer una etapa de pre-procesamiento de reducción de ruido o 

utilizar otros descriptores que tengan menos influencia del ruido de fondo, como lo puede ser el 

cocleograma. Además de esto para incorporar la detección polifónica de eventos simultáneos la 

implementación de una separación de fuentes a través de NMF se puede emplear como se ha hecho 

en los estudios más recientes. La incorporación de más fuentes y de otro tipo de ambientes de 

interés en el ruido ambiental puede ser de gran ayuda para construir sistemas de monitoreo capaces 

de reconocer fuentes variadas y en entornos no controlados. 
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ANEXOS 

Anexo 1. 

Instalación librerías. 

Instalación de la librería essentia 

Se compiló la librería y se instalaron las diferentes librerías de las que dependía, las cuales son: 

  

 

No se instaló libavcodec, libavformat, y libswresample porque la carga de los archivos de audio se 

hizò desde la librería librosa, desde essentia solo se obtuvieron los descriptores y también de 

librosa. 

 

En la siguiente pantalla se puede observar la versión de essentia que fue instalada: 

 

Así mismo la librería sci-kit learn para obtener los diferentes modelos de aprendizaje automático, 

y en especial el algoritmo de SVM también se instaló. 
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Anexo 2. 

 

1. # coding: utf-8  
2.   
3. # # Algoritmo de clasificaciÃ³n ruido de trÃ¡fico  
4. #   
5. # ###### El siguiente algoritmo emplea como descriprotes MFCC, ZCR, Spectral centroid y 

spectral roll off como vectores de caracterÃ-
sticas y se extraen con ayuda de la librera librosa. Como mÃ©todo de clasficaciÃ³n se us
a un SVM multiclase con un kernel radial.  

6. #   
7. # ## Pasos  
8. # ###### 1. Leer los archivos de audio, que se encuentran separados por clase en carpeta

s.  
9. #   
10. #   
11.   
12.   
13.   
14. import os  
15. import numpy as np  
16. import scipy   
17. import matplotlib.pyplot as plt  
18. import librosa  
19.   
20.   
21. # leer los directorios de las carpetas y separar los archivos que son de audio  
22.   
23. pwd1 = "/home/aaccol/DATABASES/GCM/Isolated/liviano"  
24. pwd2 = "/home/aaccol/DATABASES/GCM/Isolated/moto"  
25. pwd3 = "/home/aaccol/DATABASES/GCM/Isolated/pesado"  
26. pwd4 = "/home/aaccol/DATABASES/GCM/Isolated/pito_ag"  
27.   
28.   
29. def load_audios(path):  
30.   #funcion que carga los archivos wav en una lista de python   
31.   

files = os.listdir(path) # listar los nombres de archivos que estan dentro del directori
o  

32.   
audiofiles = [(path+"/"+f) for f in files if f.endswith('.wav')] # verificar si son .wav
 y aÃ±adirlos las rutas a una lista  

33.   
signals = [librosa.load(p)[0] for p in audiofiles] # cargar los vectores de audio en una
 lista  

34.   return signals  
35.   
36.       
37. # cargar los archivos .wav en una lista de python  
38.   
39. l_signals = load_audios(pwd1)  
40. m_signals = load_audios(pwd2)  
41. p_signals = load_audios(pwd3)  
42. h_signals = load_audios(pwd4)  
43.   
44. c1 = len(l_signals)  
45. c2 = len(m_signals)  
46. c3 = len(p_signals)  
47. c4 = len(h_signals)  
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48.     
49. print "hay " + str(c1) + " archivos de livianos"  
50. print "hay " + str(c2) + " archivos de motos"  
51. print "hay " + str(c3) + " archivos de pesados"  
52. print "hay " + str(c4) + " archivos de bocinas"  
53.   
54.   
55. # ##### 2. Extraer los descriptores por medio de la librera librosa.  
56. #   
57. #   
58.   
59.   
60.   
61. # Extraer los descriptores de todos los audios  
62. # Since v0.3, librosa uses centered frames, so that the kth frame is centered around sam

ple k * hop_length  
63.   
64. w_size = 512  
65. hop = 256  
66. fs = 44100  
67.   
68. def extract_features(signals,w_size,hop,fs):  
69.   

zcr = np.array([librosa.feature.zero_crossing_rate(s,frame_length=w_size, hop_length=hop
) for s in signals])  

70.   
sc = np.array([librosa.feature.spectral_centroid(y=s, sr=fs, S=None, n_fft=w_size, hop_l
ength=hop) for s in signals])  

71.   
sr = np.array([librosa.feature.spectral_rolloff(y=s, sr=fs, S=None, n_fft=w_size, hop_le
ngth=hop, freq=None, roll_percent=0.85) for s in signals])  

72.   return zcr, sc, sr  
73.   
74.   
75. l_zcr, l_sc, l_sr = extract_features(l_signals,w_size,hop,fs)  
76. m_zcr, m_sc, m_sr = extract_features(m_signals,w_size,hop,fs)  
77. p_zcr, p_sc, p_sr = extract_features(p_signals,w_size,hop,fs)  
78. h_zcr, h_sc, h_sr = extract_features(h_signals,w_size,hop,fs)  
79.   
80. # promedios y desviacion estandar  
81.   
82. mean_l_zcr = [np.mean(s[0]) for s in l_zcr]  
83. mean_m_zcr = [np.mean(s[0]) for s in m_zcr]  
84. mean_p_zcr = [np.mean(s[0]) for s in p_zcr]  
85. mean_h_zcr = [np.mean(s[0]) for s in h_zcr]  
86.   
87. var_l_zcr = [np.var(s[0]) for s in l_zcr]  
88. var_m_zcr = [np.var(s[0]) for s in m_zcr]  
89. var_p_zcr = [np.var(s[0]) for s in p_zcr]  
90. var_h_zcr = [np.var(s[0]) for s in h_zcr]  
91.   
92. mean_l_sc = [np.mean(s[0]) for s in l_sc]  
93. mean_m_sc = [np.mean(s[0]) for s in m_sc]  
94. mean_p_sc = [np.mean(s[0]) for s in p_sc]  
95. mean_h_sc = [np.mean(s[0]) for s in h_sc]  
96.   
97. var_l_sc = [np.var(s[0]) for s in l_sc]  
98. var_m_sc = [np.var(s[0]) for s in m_sc]  
99. var_p_sc = [np.var(s[0]) for s in p_sc]  
100. var_h_sc = [np.var(s[0]) for s in h_sc]  
101.   
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102. mean_l_sr = [np.mean(s[0]) for s in l_sr]  
103. mean_m_sr = [np.mean(s[0]) for s in m_sr]  
104. mean_p_sr = [np.mean(s[0]) for s in p_sr]  
105. mean_h_sr = [np.mean(s[0]) for s in h_sr]  
106.   
107. var_l_sr = [np.var(s[0]) for s in l_sr]  
108. var_m_sr = [np.var(s[0]) for s in m_sr]  
109. var_p_sr = [np.var(s[0]) for s in p_sr]  
110. var_h_sr = [np.var(s[0]) for s in h_sr]  
111.   
112.   
113. ## MFCC  
114.   
115. n=20  
116.   
117. l_mfcc = [librosa.feature.mfcc(s, n_fft=w_size, hop_length=hop, sr=44100, n_mfcc=n) for

 s in l_signals]  
118. l_mfcc_d = [librosa.feature.delta(mfcc) for mfcc in l_mfcc]  
119.   
120.   
121. m_mfcc = [librosa.feature.mfcc(s, n_fft=w_size,hop_length=hop, sr=44100, n_mfcc=n) for 

s in m_signals]  
122. m_mfcc_d = [librosa.feature.delta(mfcc) for mfcc in m_mfcc]  
123.   
124.   
125. p_mfcc = [librosa.feature.mfcc(s, n_fft=w_size,hop_length=hop, sr=44100, n_mfcc=n) for 

s in p_signals]  
126. p_mfcc_d = [librosa.feature.delta(mfcc) for mfcc in p_mfcc]  
127.   
128.   
129. h_mfcc = [librosa.feature.mfcc(s, n_fft=w_size,hop_length=hop, sr=44100, n_mfcc=n) for 

s in h_signals]  
130. h_mfcc_d = [librosa.feature.delta(mfcc) for mfcc in h_mfcc]  
131.   
132.   
133. mean_l_mfcc = [[np.mean(e[j]) for j in range(n)]for e in l_mfcc]  
134. mean_m_mfcc = [[np.mean(e[j]) for j in range(n)]for e in m_mfcc]  
135. mean_p_mfcc = [[np.mean(e[j]) for j in range(n)]for e in p_mfcc]  
136. mean_h_mfcc = [[np.mean(e[j]) for j in range(n)]for e in h_mfcc]  
137.   
138.   
139. var_l_mfcc = [[np.var(e[j]) for j in range(n)]for e in l_mfcc]  
140. var_m_mfcc = [[np.var(e[j]) for j in range(n)]for e in m_mfcc]  
141. var_p_mfcc = [[np.var(e[j]) for j in range(n)]for e in p_mfcc]  
142. var_h_mfcc = [[np.var(e[j]) for j in range(n)]for e in h_mfcc]  
143.   
144. print 'ExtracciÃ³n de descriptores completada...'  
145.   
146.   
147.     
148.   
149.   
150. # #### 3. CreaciÃ³n matriz de descriptores  
151.   
152.   
153.   
154. # creacion de matriz de los descriptores  
155.   
156. liviano = [[mean_l_sc[i], mean_l_sr[i], mean_l_zcr[i], var_l_sc[i], var_l_sr[i], var_l_

zcr[i]] for i in range(c1)]  
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157. moto = [[mean_m_sc[i], mean_m_sr[i], mean_m_zcr[i], var_m_sc[i], var_m_sr[i], var_m_zcr
[i]] for i in range(c2)]  

158. pesado = [[mean_p_sc[i], mean_p_sr[i], mean_p_zcr[i], var_p_sc[i], var_p_sr[i], var_p_z
cr[i]] for i in range(c3)]  

159. pito = [[mean_h_sc[i], mean_h_sr[i], mean_h_zcr[i], var_h_sc[i], var_h_sr[i], var_h_zcr
[i]] for i in range(c4)]  

160.   
161. # concatenacion de los diferentes tipos  
162.   
163. data =[]  
164. for i in range(c1):  
165.   data.append(liviano[i])  
166. for i in range(c2):  
167.   data.append(moto[i])  
168. for i in range(c3):  
169.   data.append(pesado[i])  
170. for i in range(c4):  
171.   data.append(pito[i])  
172.     
173. data_mfcc =[]  
174. for i in range(c1):  
175.   data_mfcc.append(mean_l_mfcc[i])  
176. for i in range(c2):  
177.   data_mfcc.append(mean_m_mfcc[i])  
178. for i in range(c3):  
179.   data_mfcc.append(mean_p_mfcc[i])  
180. for i in range(c4):  
181.   data_mfcc.append(mean_h_mfcc[i])  
182.     
183. data_mixed = []  
184. data_mixed_all = [ele + data[i][:-3] for i, ele in enumerate(data_mfcc)]  
185. data_mixed_zcr = [ele + data[i][2:-3] for i, ele in enumerate(data_mfcc)]  
186. data_mixed_sc = [ele + data[i][:-5] for i, ele in enumerate(data_mfcc)]  
187. data_mixed_sr = [ele + data[i][1:-4] for i, ele in enumerate(data_mfcc)]  
188.   
189.     
190. label =[]  
191. for i in range(c1):  
192.   label.append('Liviano')  
193. for i in range(c2):  
194.   label.append('Moto')  
195. for i in range(c3):  
196.   label.append('Pesado')  
197. for i in range(c4):  
198.   label.append('Bocina')  
199.     
200.   
201.     
202. print 'Matriz de descriptores creada...'  
203.   
204.   
205.   
206. # #### 4. entrenamiento del modelo  
207.   
208.   
209.   
210.   
211. from sklearn.preprocessing import scale  
212. from sklearn import svm  
213. from sklearn.model_selection import train_test_split  
214. from sklearn.metrics import accuracy_score  
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215. from sklearn.metrics import confusion_matrix  
216. from sklearn.metrics import classification_report  
217. from sklearn.model_selection import GridSearchCV  
218. from sklearn.model_selection import cross_val_score  
219. from sklearn.decomposition import PCA  
220.   
221. import itertools  
222.   
223. X = scale(data_mixed_all)  
224.   
225. #particion de los datos en entrenamiento y prueba  
226. x, y = X, label  
227. X_train, X_test, y_train, y_test = train_test_split(x, y, test_size=0.3, random_state=0

)  
228.   
229. #entrenamiento del SVM  
230. # probar diferentes valores para C y para Gamma  
231.   
232. param_grid = [  
233.  {'C': [1, 10, 100, 1000], 'kernel': ['linear']},  
234.  {'C': [1, 10, 100, 1000], 'gamma': [0.01, 0.001, 0.0001], 'kernel': ['rbf']},  
235.  ]  
236. svr = svm.SVC()  
237. clf = GridSearchCV(svr, param_grid)  
238. clf.fit(X_train,y_train)  
239.   
240. scores = cross_val_score(clf, X, label, cv=5)  
241.   
242.   
243. print(clf.best_params_)  
244. best_param = clf.best_params_  
245. print("Accuracy: %0.2f (+/- %0.2f)" % (scores.mean(), scores.std() * 2))  
246.   
247.   
248.   
249. #puntajes  
250. y_pred = clf.predict(X_test)  
251. print "porcentaje de Ã©xito: " + str(accuracy_score(y_test, y_pred))  
252. report = classification_report(y_test, y_pred)  
253. print report  
254.   
255.   
256.   
257. # #### 5. Matriz de confusiÃ³n  
258.   
259.   
260.   
261. #matriz de confusion  
262.   
263.   
264. def plot_confusion_matrix(cm, classes,  
265.              normalize=False,  
266.              title='Confusion matrix',  
267.              cmap=plt.cm.Blues):  
268.   """  
269.   This function prints and plots the confusion matrix.  
270.   Normalization can be applied by setting `normalize=True`.  
271.   """  
272.   if normalize:  
273.     cm = cm.astype('float') / cm.sum(axis=1)[:, np.newaxis]  
274.     print("Matriz de confusion normalizada")  
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275.   else:  
276.     print('Matriz de confusion, sin normalizacion')  
277.   plt.imshow(cm, interpolation='nearest', cmap=cmap)  
278.   plt.title(title, fontsize=15)  
279.   plt.colorbar()  
280.   tick_marks = np.arange(len(classes))  
281.   plt.xticks(tick_marks, classes, rotation=45)  
282.   plt.yticks(tick_marks, classes)  
283.   
284.   
285.   
286.   print(cm)  
287.   
288.   thresh = cm.max() / 2.  
289.   for i, j in itertools.product(range(cm.shape[0]), range(cm.shape[1])):  
290.     plt.text(j, i, round(cm[i, j],2),  
291.          horizontalalignment="center",  
292.          color="white" if cm[i, j] > thresh else "black")  
293.   
294.   plt.tight_layout()  
295.   plt.ylabel(r'$Clase\; verdadera$',fontsize=15)  
296.   plt.xlabel(r'$Predicci\'on$',fontsize=15)  
297.   
298. # Compute confusion matrix  
299. cnf_matrix = confusion_matrix(y_test, y_pred)  
300. np.set_printoptions(precision=2)  
301.   
302. # Plot non-normalized confusion matrix  
303. class_names = ["Bocina","Liviano","Moto","Pesado"]  
304. plt.figure()  
305. plot_confusion_matrix(cnf_matrix, classes=class_names,  
306.            title=r'$Matriz\; de\; confusi\'on,\; sin\; normalizaci\'on$')  
307.   
308. # Plot normalized confusion matrix  
309. plt.figure()  
310. plot_confusion_matrix(cnf_matrix, classes=class_names, normalize=True,  
311.            title=r'$Matriz\;de\; confusi\'on\; normalizada$')  
312.   
313. plt.savefig('matriz_conf.png', dpi=300, format='png', bbox_inches='tight')  
314. plt.show()  
315.   
316. # graficar reporte de clasificacion  
317.   
318. import matplotlib.pyplot as plt  
319. import numpy as np  
320.   
321. def show_values(pc, fmt="%.2f", **kw):  
322.   
323.   from itertools import izip  
324.   pc.update_scalarmappable()  
325.   ax = pc.get_axes()  
326.   for p, color, value in izip(pc.get_paths(), pc.get_facecolors(), pc.get_array()):  
327.     x, y = p.vertices[:-2, :].mean(0)  
328.     if np.all(color[:3] > 0.5):  
329.       color = (0.0, 0.0, 0.0)  
330.     else:  
331.       color = (1.0, 1.0, 1.0)  
332.     ax.text(x, y, fmt % value, ha="center", va="center", color=color, **kw)  
333.   
334.   
335. def cm2inch(*tupl):  
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336.    
337.   
338.   inch = 2.54  
339.   if type(tupl[0]) == tuple:  
340.     return tuple(i/inch for i in tupl[0])  
341.   else:  
342.     return tuple(i/inch for i in tupl)  
343.   
344.   
345. def heatmap(AUC, title, xlabel, ylabel, xticklabels, yticklabels, figure_width=40, figu

re_height=20, correct_orientation=False, cmap='RdBu'):  
346.   
347.   # Plot it out  
348.   fig, ax = plt.subplots()    
349.   

#c = ax.pcolor(AUC, edgecolors='k', linestyle= 'dashed', linewidths=0.2, cmap='RdBu', vm
in=0.0, vmax=1.0)  

350.   c = ax.pcolor(AUC, edgecolors='k', linestyle= 'dashed', linewidths=0.2, cmap=cmap)  
351.   
352.   # put the major ticks at the middle of each cell  
353.   ax.set_yticks(np.arange(AUC.shape[0]) + 0.5, minor=False)  
354.   ax.set_xticks(np.arange(AUC.shape[1]) + 0.5, minor=False)  
355.   
356.   # set tick labels  
357.   #ax.set_xticklabels(np.arange(1,AUC.shape[1]+1), minor=False)  
358.   ax.set_xticklabels(xticklabels, minor=False)  
359.   ax.set_yticklabels(yticklabels, minor=False)  
360.   
361.   # set title and x/y labels  
362.   plt.title(title, fontsize=15)  
363.   plt.xlabel(xlabel, fontsize=15)  
364.   plt.ylabel(ylabel, fontsize=15)     
365.   
366.   # Remove last blank column  
367.   plt.xlim( (0, AUC.shape[1]) )  
368.   
369.   # Turn off all the ticks  
370.   ax = plt.gca()    
371.   for t in ax.xaxis.get_major_ticks():  
372.     t.tick1On = False  
373.     t.tick2On = False  
374.   for t in ax.yaxis.get_major_ticks():  
375.     t.tick1On = False  
376.     t.tick2On = False  
377.   
378.   # Add color bar  
379.   plt.colorbar(c)  
380.   
381.   # Add text in each cell   
382.   show_values(c)  
383.   
384.   # Proper orientation (origin at the top left instead of bottom left)  
385.   if correct_orientation:  
386.     ax.invert_yaxis()  
387.     ax.xaxis.tick_top()      
388.   
389.   # resize   
390.   fig = plt.gcf()  
391.   #fig.set_size_inches(cm2inch(40, 20))  
392.   #fig.set_size_inches(cm2inch(40*4, 20*4))  
393.   fig.set_size_inches(cm2inch(figure_width, figure_height))  
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394.   
395.   
396.   
397. def plot_classification_report(classification_report, title=r'$Puntajes\; clasificador$

 ', cmap='Blues'):  
398.    
399.   lines = classification_report.split('\n')  
400.   
401.   classes = []  
402.   plotMat = []  
403.   support = []  
404.   class_names = []  
405.   for line in lines[2 : (len(lines) - 2)]:  
406.     t = line.strip().split()  
407.     if len(t) < 2: continue  
408.     classes.append(t[0])  
409.     v = [float(x) for x in t[1: len(t) - 1]]  
410.     support.append(int(t[-1]))  
411.     class_names.append(t[0])  
412.     print(v)  
413.     plotMat.append(v)  
414.   
415.   print('plotMat: {0}'.format(plotMat))  
416.   print('support: {0}'.format(support))  
417.   
418.   xlabel = r'$Puntajes$'  
419.   ylabel = r'$Clases$'  
420.   xticklabels = ['Precision', 'Recall', 'F1-score']  
421.   yticklabels = ['{0} ({1})'.format(class_names[idx], sup) for idx, sup 

in enumerate(support)]  
422.   figure_width = 25  
423.   figure_height = len(class_names) + 7  
424.   correct_orientation = False  
425.   

heatmap(np.array(plotMat), title, xlabel, ylabel, xticklabels, yticklabels, figure_width
, figure_height, correct_orientation, cmap=cmap)  

426.   
427.   
428.   
429. plot_classification_report(report)  
430. plt.savefig('test_plot_classif_report.png', dpi=300, format='png', bbox_inches='tight')  
431. plt.show()  
432. plt.close()  
433.   
434.   
435.   
436. print best_param['gamma']  
437.   
438.   
439. # ## Curvas de aprendizaje  
440.   
441.   
442.   
443. from sklearn.model_selection import learning_curve  
444. from sklearn.model_selection import ShuffleSplit  
445.   
446.   
447. def plot_learning_curve(estimator, title, X, y, ylim=None, cv=None,  
448.             n_jobs=1, train_sizes=np.linspace(.1, 1.0, 5)):  
449.   
450.   plt.figure()  
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451.   plt.title(title)  
452.   if ylim is not None:  
453.     plt.ylim(*ylim)  
454.   plt.xlabel("Muestras de entrenamiento")  
455.   plt.ylabel("Tasa reconocimiento")  
456.   train_sizes, train_scores, test_scores = learning_curve(  
457.     estimator, X, y, cv=cv, n_jobs=n_jobs, train_sizes=train_sizes)  
458.   train_scores_mean = np.mean(train_scores, axis=1)  
459.   train_scores_std = np.std(train_scores, axis=1)  
460.   test_scores_mean = np.mean(test_scores, axis=1)  
461.   test_scores_std = np.std(test_scores, axis=1)  
462.   plt.grid()  
463.   
464.   plt.fill_between(train_sizes, train_scores_mean - train_scores_std,  
465.            train_scores_mean + train_scores_std, alpha=0.1,  
466.            color="r")  
467.   plt.fill_between(train_sizes, test_scores_mean - test_scores_std,  
468.            test_scores_mean + test_scores_std, alpha=0.1, color="b")  
469.   plt.plot(train_sizes, train_scores_mean, 'o-', color="r",  
470.        label=r"$Tasa\; reconocimento\; entrenamiento$")  
471.   plt.plot(train_sizes, test_scores_mean, 'o-', color="g",  
472.        label=r"$Tasa\; reconocimiento\; validaci\'on\; cruzada$")  
473.   
474.   plt.legend(loc="best")  
475.   return plt  
476.   
477.   
478. title = "Curva de aprendizaje (SVM, " + str(best_param['kernel'])+ 

" kernel, $\gamma=$" + str(best_param['gamma'])+")"  
479.   
480. cv = ShuffleSplit(n_splits=10, test_size=0.3, random_state=0)  
481. estimator = svm.SVC(kernel=best_param['kernel'],C = best_param['C'], gamma = best_param

['gamma'])  
482. plot_learning_curve(estimator, title, x, y, (0.0, 1.01), cv=cv, n_jobs=4)  
483. plt.savefig('learning_curve.png', dpi=300, format='png', bbox_inches='tight')  
484. plt.show()  

 


